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Resumen: La mamografía es el método más eficaz para la detección del cáncer de mama; sin embargo, el bajo valor predictivo, puede conducir a biopsias innecesarias. Esta investigación tiene como objetivo desarrollar  un  modelo  predictivo  para  la  discriminación  de  masas  mamográficas  mediante  KNN  y  el atributo  BIRADS  con  un  nivel  aceptable  de  exactitud,  precisión,  sensibilidad  y  puntaje-F1.  Para  ello, realizamos las siguientes fases: limpieza de los datos, entrenamiento del algoritmo KNN y selección del modelo. El resultado obtenido fue un modelo de discriminación de masas mamográficas con una exactitud del 85% así como niveles aceptables de precisión, sensibilidad y puntaje F1. Se concluye que es posible utilizar este modelo como un elemento de juicio para el  diagnóstico de  cáncer  de mama; asimismo, a través de la tasa de error es posible encontrar modelos óptimos en KNN. 

Palabras clave: cáncer de mama; knn; machine learning; pronóstico Abstract: The mammography is the most effective method for the detection of breast cancer, however, the predictive value is low, and it can lead to unnecessary biopsies with benign results. This research aims to  develop  a  predictive  model  for  discrimination  of  mammographic  masses  using  KNN  and  BIRADS 

attributes with an acceptable level of Accuracy, Precision, Recall and F1-Score. For this, we carried out the  following  phases:  Data  cleaning,  KNN  algorithm  training  and  selection.  The  result  obtained  was  a mammographic  mass  discrimination  model  with  an  accuracy=85%  and  acceptable  levels  of  precision, sensitivity and F1-score. We concluded that it is possible to use this model as an element of judgment for the diagnosis of breast cancer; also that through the error rate it is possible to find optimal KNN models. 
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1.  Introducción  

El cáncer es una de las principales causas de muerte femenina en todo el mundo. La Agencia Internacional para la Investigación del Cáncer (IARC) y la Sociedad Estadounidense del Cáncer informan que se registraron 17,1 millones de nuevos casos de cáncer en 2018 en todo el mundo; se estima que la incidencia de cáncer podría aumentar a 27,5 millones para 2040, con un estimado de 16,3 millones de muertes esperadas como resultado del cáncer (Gardezi et al., 2019).  

Cáncer de mama 

El cáncer de mama es una enfermedad neoplásica con transformación de células que se proliferan de  manera  anormal  e  incontrolada,  ocasionando  un  crecimiento  anormal  de  las  zonas  de  la mama, secreciones, edemas, úlcera y enrojecimiento (Villavicencio Romero et al., 2019). Según reporta Estadísticas Globales del Cáncer (Globocan 2018), el cáncer de mama representó el 11,6% de todos los cánceres, lo que coloca a esta enfermedad como el segundo cáncer más comúnmente diagnosticado después del cáncer de pulmón, y causó el 6,6% del total de muertes por cáncer en 2018 (García Aranda & Redondo, 2019). 

En Estados Unidos, representa el segundo más diagnosticado y la segunda causa de muerte por cáncer entre las mujeres; según la Asociación Estadounidense del Cáncer, hubo 268 600 

mujeres recién diagnosticadas con cáncer de mama en el 2019, de las cuales 41 760 murieron a causa de la enfermedad (Al-Azzam & Shatnawi, 2021; Wu & Hicks, 2021). 

En Europa es un importante problema de salud pública siendo la neoplasia diagnosticada con más frecuencia en mujeres y es un tercio de todos los casos nuevos de cáncer entre mujeres en los 31 países europeos en el 2018, así como la principal causa de muerte en mujeres europeas (Zielonke et al., 2021). 

En el Perú el cáncer de mama, representa el segundo tipo de cáncer más frecuente en mujeres (Chachaima-Mar et al., 2021). El nivel de incidencia anual es de 28 casos por cada 100 

mil habitantes con una tasa anual de 9.2 casos por cada 100 mil habitantes (Ministerio de Salud, 2017). 

El  método  más  aceptado  para  la  clasificación  y  diagnóstico  es  el  análisis  de  expresión genética mediante plataformas moleculares; sin embargo, debido a su alto costo no se encuentra disponible (Chachaima-Mar et al., 2021). 

El método más utilizado por la mayoría de los médicos es la mamografía, el cual consiste en tomar imágenes con un equipo de rayos X, el mismo que utiliza pequeñas dosis de radiación; sin embargo, la cobertura y la calidad del tamizaje es baja, incluso no puede utilizarse en mujeres lactantes o en pacientes que estén en su periodo menstrual; y lamentablemente este examen, no confirma el resultado de tener cáncer o no, ya que el tejido mamario puede ocultar un cáncer o quiste, entonces existe la necesidad de realizar otros estudios como RMI, biopsia entre otros (Alegría Delgado & Huamani Navarro, 2019)(Villavicencio Romero et al., 2019). 

La incidencia, la mortalidad y la prevalencia del cáncer, permiten cuantificar la magnitud de esta patología y orientan las políticas públicas en relación a la prevención y los servicios de salud (Vallejos Sologuren et al., 2020). 
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La detección temprana del cáncer es necesaria para que se puedan llevar a cabo esfuerzos en su tratamiento, por lo tanto, se requiere una tecnología que permita detectar el cáncer con alta precisión (Naufal et al., 2020). 

En el Perú se ha definido el gobierno ha formulado el Plan Nacional para la Prevención y Control del Cáncer de Mama 2017 – 2019, en ella se definen políticas que permita reducir la morbi mortalidad por esta enfermedad, utilizando como elemento de juicio las lesiones BIRADS, que muestra una clasificación de los resultados en categorías numeradas (Ministerio de Salud, 2017). 

Machine Learning 

Machine Learning, conocido en español como aprendizaje de máquina, es un área dedicada al desarrollo y aplicación de técnicas y algoritmos computacionales capaces de aprender a través de grandes conjuntos de datos (Franco & Ramos, 2019), sin la necesidad de ser programados explícitamente (Aguilar et al., 2018). Se trata del proceso de programar para aprender en lugar de programar para una única salida (Eedi & Kolla, 2020), el método de aprendizaje comienza con datos  o  un  conjunto  de  datos,  como  experiencias  o  instrucciones,  para  que  luego  puedan descubrir un patrón o mejorar ese patrón en un futuro cercano, si es necesario (Jean Sunny et al., 2020). 

Emplean  una  variedad  de  métodos  estadísticos,  probabilísticos  y  de  optimización  para aprender  de  la  experiencia  pasada  y  detectar  patrones  útiles  a  partir  de  conjuntos  de datos grandes, no estructurados y complejos (Uddin et al., 2019), asimismo a presentado un constante crecimiento de aplicación en el diagnóstico clínico (Blanc Pihuave et al., 2020). 

Los  algoritmos  de  machine  learning  se  pueden  dividir  en  tres  categorías  amplias  de acuerdo con sus propósitos:  algoritmos supervisado, algoritmos no supervisado y  algoritmos semisupervisado (Uddin et al., 2019). 

Los algoritmos supervisados buscan deducir una función a partir de un conjunto de datos (data set) de entrenamiento, estos son pares de objetos que constituyen datos de entrada y los resultados deseados (Rejón Herrera et al., 2021); asimismo, tiene como objetivo aprender a partir de datos etiquetados y luego clasificar nuevos datos en función al conocimiento adquirido (Comarela et al., 2019), este algoritmo puede generalizar la función para predecir lo oculto con precisión (Al-Azzam & Shatnawi, 2021). 

K-Nearest Neighbor 

K-Nearest Neighbor (KNN) es uno de los algoritmos supervisados de machine learning basado en las similitudes y ofrece en algunos contextos un rendimiento interesante, asimismo, es una generalización para las reglas del vecino más cercano (Cherif, 2018; Xing & Bei, 2020). 

KNN es un algoritmo simple, robusto y versátil para clasificación y se ha utilizado para diferentes  tipos  de  problemas  como:  reconocimiento  de  patrones,  clasificación  de  modelos, categorización  de  texto,  bioinformática  incluso  en  la  medicina  entre  otros;  también  es  un clasificador no paramétrico y de aprendizaje perezoso; al ser no paramétrico significa que está libre de suposiciones sobre las propiedades de los datos subyacentes por lo que no es necesario tener conocimientos previos sobre los datos; y es de aprendizaje perezoso, porque cualquier generalización de los datos de entrenamiento se pospone hasta que los datos de la prueba se Rev. cient. sist. inform. 2(1): e225; ene-jun, 2022. e-ISSN: 2709-992X 
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presentan  al  sistema  (Ehsani  &  Drabløs,  2020).  KNN  puede  ser  usado  eficientemente  para resolver problemas de clasificación (Arslan & Arslan, 2021)(Rajaguru & Sannasi Chakravarthy, 2019). 

KNN  está  considerado  dentro  de  los  10  mejores  algoritmos  debido  a  su  simplicidad, efectividad  e  implementación  y  se  puede  aplicar  eficazmente  en  varias  tareas  de  clasificación prácticas del mundo real (Xu et al., 2019). 

La idea de este método está en el espacio de características, si la mayoría de las k muestras más cercanas (es decir, los vecinos más cercanos en el espacio de características) a una muestra dada pertenecen a una determinada categoría, esa muestra también pertenecerá a esta categoría (Wu  &  Hicks,  2021);  la  clase  más  cercana  se  identificará  utilizando  la  distancia  euclidiana (Pathanjali et al., 2018); este es el enfoque de predicción también es conocida como la regla de la  mayoría  (Zhang,  2021);  en  consecuencia  el  valor  de  K  juega  un  papel  importante  en  el desempeño de este algoritmo (Thanh Noi & Kappas, 2017)(Xu et al., 2019). 

Medición del desempeño 

Para  medir  el  rendimiento  de  un  algoritmo  supervisado  se  utiliza  la  precisión  (precision), sensibilidad (recall), el Puntaje-F1 (F1-Score) y la exactitud (accuracy). 

La precisión es la proporción de los ejemplos que realmente pertenecen a la clase X entre todos  los  que  fueron  asignados  a  la  clase,  la  fórmula  es:  Precisión=  VP/(VP+FP),  donde VP=Verdadero  Positivo  y  FP=Falso  Positivo  (Arslan  &  Arslan,  2021)(Dhahri  et  al., 2019)(Mercaldo et al., 2017)(Mohana Priya & Punithavalli, 2019) La sensibilidad es la proporción de ejemplos que se asignaron a la clase X, entre todos los ejemplos  que  realmente  pertenecen  a  la  clase,  es  decir,  qué  parte  de  la  clase  se  capturó,  la fórmula  es:  Sensibilidad  =  VP/(VP+FN),  donde  VP=Verdadero  Positivo  y  FN=Falso  Negativo (Arslan & Arslan, 2021)(Dhahri et al., 2019)(Mercaldo et al., 2017) El  puntaje-F1  puede  interpretarse  como  un  promedio  ponderado  de  la  precisión  y  su fórmula es: Puntaje-F1=2*(Precisión * Sensibilidad) / (Precisión + Sensibilidad) (Arslan & Arslan, 2021)(Dhahri et al., 2019)(Mercaldo et al., 2017)(Mohana Priya & Punithavalli, 2019). 

La exactitud es la medida de las predicciones correctas que hizo el clasificador, su fórmula es: Exactitud=(VP+VN)/(VP+VN+FP+FN) (Dhahri et al., 2019) 

A continuación, se muestra en la Tabla 1 trabajos realizados para la predicción de cáncer de mamas con machine learning utilizando algoritmos de machine learning: Tabla 1. Predicción de cáncer de mamas con machine learning Referencia 

Trabajo 

Exactitud 

(Rajaguru & Sannasi 

Clasificación del cáncer de 

Chakravarthy, 2019) 

mama con árboles de decisión 

91.23% 

(Rajaguru & Sannasi 

Clasificación del cáncer de 

Chakravarthy, 2019) 

mama con KNN 

95.61% 

(Wu & Hicks, 2021) 

KNN 

87% 

(Wu & Hicks, 2021) 

Árboles de decisión 

87% 
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El objetivo de esta investigación fue lograr un nivel aceptable de precisión, sensibilidad, puntaje-F1 y exactitud en la discriminación de masas mamográficas utilizando el algoritmo KNN 

y los atributos BIRADS. 

2.  Materiales y métodos 

El conjunto de datos (data set) fue obtenido a partir de (Elter, 2007) en el repositorio Irvine Machine Learning Repository de la Universidad de California, con el nombre de Mammographic Mass Data Set, cuenta con 6 atributos y 961 instancias con valores numéricos de los cuales 516 

corresponden a casos benignos y 445 a casos malignos; sin embargo, se eliminaros aquellos que presentaban datos vacíos, quedando 829 registros, de los cuales 427 son casos benignos y 402 a casos malignos 

En la Tabla 2, se presenta información de los atributos contenidos en el conjunto de datos, el  tipo  de  dato,  así  como  el  rango  de  valores,  al  finalizar  este  paso,  se  creó  el  archivo: mammographic_masses_sin_datosperdidos.csv 

Tabla 2. Información de los atributos del conjunto de datos Atributo 

Tipo 

Rango de Valores 

Evaluación BIRADS 

Ordinal 

[1 , 6] 

Edad 

Número entero 

[1 , Más > 

Forma 

Nominal 

Redonda = 1, 

Ovalada = 2 

Lobular = 3 

Irregular = 4 

Margen 

Nominal 

Circunscrito = 1 

Microlobulado = 2 

Oscurecido = 3 

Mal definido = 4 

Espiculado = 5 

Densidad 

Ordinal 

Densidad de masa alta = 1 

Estándar = 2 

Baja = 3 

Contiene grasa = 4 (ordinal) 

Resultado 

Binomial 

Benigno = 0 

Maligno = 1 

Entretenimiento del algoritmo KNN 

Para realizar el entrenamiento del algoritmo se utilizó el algoritmo de clasificación KNN y su implementación en Python importando las librerías ScikitLearn, de la siguiente manera: Primero, se cargó el conjunto de datos a un dataframe utilizando el comando pd.read_csv ('mammographic_masses_sin_datosperdidos.csv',sep=','), en la Fig.1, se muestra la distribución de datos agrupados por el resultado, donde Benigno= 0 y Maligno=1 
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Figura 1.  Distribución de datos por el resultado 



Segundo,  importar  las  librerías  from  sklearn.model_selection  import  train_test_split; seleccionar aleatoriamente el 70% de los datos para entrenamiento y el 30% restante para las pruebas; tomar como valor inicial n_neighbors=1 y un random_state=30, entrenar el algoritmo o modelo llamado: knn_mm utilizando el método fit(x_train, y_train), hacer predicciones con los datos de prueba utilizando knn_mm.predict() y generar la matriz de confusión inicial como se aprecia en la Tabla 3 con el comando confusion_matrix() y el reporte de clasificación inicial como se observa en la Tabla 4 utilizando el comando classification_report. 

En la matriz de confusión de la Tabla 3, se aprecia los valores: Verdadero Positivo (VP), Verdadero Negativo (VN), Falso Positivo (FP) y Falso Negativo (FN). 

Tabla 3. Matriz de confusión inicial con n_neighbors=1 

 

 Benigno  Maligno 

 Valores reales 

 Benigno 

VN=93 

FN=24 

 Maligno 

FN=34 

VP=98 



 Predicción 

En  el  reporte  de  clasificación  inicial  con  n_neighbors=1  de  la  Tabla  4  se  observa  una Precisión(Precision)=73%, sensibilidad(Recall)=79% y un Puntaje-F1(F1-score)=76% para la clase de  Benigno,  asimismo  para  la  clase  de  Maligno  una  Precisión(Precision)=80%, sensibilidad(Recall)=74% y un Puntaje-F1(F1-score)= 77% y finalmente se observa que el nivel de exactitud(Accuracy) del modelo es del 77%. 

Tabla 4. Reporte de clasificación inicial con n_neighbors=1  

 

Precision  Recall  F1-score  Support 

Benigno 

0.73 

0.79 

0.76 

134 

Maligno 

0.80 

0.74 

0.77 

115 

 Accuracy 





0.77 

249 

 Macro AVG 

0.77 

0.77 

0.77 

249 

 Weighted AVG 

0.77 

0.77 

0.77 

249 

Selección del modelo 

Para seleccionar el modelo óptimo es necesario buscar el mejor valor para n_neighbors, en ese sentido, se diseñó una estructura repetitiva que muestre un gráfico con las diferentes tasas de Rev. cient. sist. inform. 2(1): e225; ene-jun, 2022. e-ISSN: 2709-992X  
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error  como  se  observa  en  la  Figura  2;  para  este  caso,  se  observa  que  el  mejor  valor  para n_neighbors = 5. 

Figura 2.  Reporte de la tasa de error 



De  esta manera  vuelve  a generar  el modelo  knn_mm  utilizando  el  método  fit(x_train, y_train)y  con  el  n_neighbors=5,  y  luego  generar  la  matriz  de  confusión  del  modelo  óptimo utilizando el comando: confusion_matrix() según se observa en la Tabla 5. 

Tabla 5. Matriz de confusión óptimo  

 

 Benigno  Maligno 

 Valores reales  Benigno   VN=103 

FN=14 

 Maligno 

FN=23 

VP=109 



 Predicción 

Utilizando el comando classification_report que ofrece la libraría ScikitLearn, se generó la Tabla  6.  Reporte  de  clasificación  óptimo;  en  ella  se  observa  una  Precisión(Precision)=82%, sensibilidad(Recall)=88% y un Puntaje-F1(F1-score)= 85% para la clase de Benigno, asimismo se observa una Precisión(Precision)=89%, sensibilidad(Recall)=83% y un Puntaje-F1(F1-score)= 85% 

para la clase de Maligno y finalmente se observa que el nivel de exactitud(Accuracy) del modelo knn_mm es del 85%. 

Tabla 6. Reporte de Clasificación óptimo 

 

Precision 

Recall 

F1-score  Support 

Benigno 

0.82 

0.88 

0.85 

134 

Maligno 

0.89 

0.83 

0.85 

115 

Accuracy 





0.85 

249 

Macro AVG 

0.85 

0.85 

0.85 

249 

Weighted AVG 

0.85 

0.85 

0.85 

249 
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3.  Resultados  

3.1.  Desempeño del modelo  

El modelo de machine learning llamado KNN_MM, como se observa en la Figura 3 tiene una exactitud=85%; asimismo tiene una precisión=82%, sensibilidad=88% y un puntaje-F1=85% para la clase de Benigno y una precisión=89%, sensibilidad=83% y un puntaje-F1=85% para la clase de Maligno. 

Figura 3.  Desempeño del modelo KNN_MM 

90%

89%

88%

88%

86%

85% 85%

85% 85%

84%

83%

82%

82%

80%

78%

Exactitud

Precisión

Sensibilidad

Puntaje-F1

Benigno

Maligno



3.2.  Predicciones del modelo 

En relación a este modelo, como se observa en la Tabla 7, se desarrolló predicciones utilizando para ello el comando knn_mm.predict([[]]): 

Tabla 7. Predicciones con el modelo KNN_MM desarrollado 

Comando 

Resultado 

knn_mm.predict([[3,30,2,4,3]]) 

Benigno 

knn_mm.predict([[5,20,2,1,2]]) 

Benigno 

knn_mm.predict([[2,70,1,2,4]]) 

Maligno 

knn_mm.predict([[4,65,1,2,3]]) 

Benigno 

En relación al modelo desarrollado, se muestra en la Tabla 8, la probabilidad de discriminar benigno o maligno utilizando el comando knn_mm.predict_proba([[]]): Rev. cient. sist. inform. 2(1): e225; ene-jun, 2022. e-ISSN: 2709-992X  
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Tabla 8. Probabilidad de clasificar benigno o maligno 

Comando 

Probabilidad  Probabilidad 

de benigno 

de maligno 

knn_mm.predict_proba([[3,30,2,4,3]]) 

80% 

20% 

knn_mm.predict_proba([[5,20,2,1,2]]) 

100% 

0% 

knn_mm.predict_proba([[2,70,1,2,4]]) 

20% 

80% 

knn_mm.predict_proba([[4,65,1,2,3]]) 

80% 

20% 

4.  Discusión  

El nivel de exactitud=85% del modelo KNN_MM, guarda una estrecha relación con el resultado obtenido por (Wu & Hicks, 2021) quienes obtuvieron un nivel de exactitud=86% y con (Rajaguru 

& Sannasi Chakravarthy, 2019) quienes obtuvieron un nivel de exactitud=95.61%. 

Al  tener  niveles  aceptables  de  exactitud  y  al  definirse  en  el  Plan  Nacional  para  la Prevención y Control del Cáncer de Mama 2017 – 2019, políticas que permita reducir la morbi mortalidad  por  esta  enfermedad,  utilizando  como  elemento  de  juicio  las  lesiones  BIRADS. 

(Ministerio de Salud, 2017); al diseñarse un modelo basado en los atributos BIRADS, esto puede convertirse en una herramienta aprobada para su uso en el diagnóstico de cáncer de mama. 

5.  Conclusiones 

Se logró diseñar un modelo predictivo llamado KNN_MM con niveles de exactitud, precisión, sensibilidad  y  puntaje-F1  aceptables,  con  Python,  librerías  ScikitLearn  y  el  resultado  de  la evaluación BI-RADS. 

El modelo creado, puede ser tomando por personal médico y usado como un elemento de juicio, que sumado a los resultados de la mamografía y su expertis, pueda diagnosticar con mayor precisión si una masa mamográfica representa a peligro de cáncer o es un tumor benigno. 

Es  útil,  revisar  la  tasa  de error,  para  esta  investigación  según  Figura  2  fue  el obtenido cuando el valor de n_neighbors=5, como una alternativa válida o un medio que permita a otros investigadores mejorar sus resultados durante el entrenamiento del algoritmo. 
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Resumen: La mamografia es el método mis eficaz para la deteccidn del cancer de mamaj; sin embargo,
el bajo valor predictivo, puede conducir a biopsias innecesarias. Esta investigacion tiene como objetivo
desarrollar un modelo predictivo para la discriminacion de masas mamogrificas mediante KNN y el
atributo BIRADS con un nivel aceptable de exactitud, precision, sensibilidad y puntaje-FI. Para ello,
realizamos las siguientes fases: limpieza de los datos, entrenamiento del algoritmo KNN y seleccion del
modelo. El resultado obtenido fue un modelo de discriminacién de masas mamograficas con una exactitud
del 85% asi como niveles aceptables de precision, sensibilidad y puntaje Fl. Se concluye que es posible
utilizar este modelo como un elemento de juicio para el diagnéstico de cancer de mama; asimismo, a
través de la tasa de error es posible encontrar modelos 6ptimos en KNN.
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Abstract: The mammography is the most effective method for the detection of breast cancer, however,
the predictive value is low, and it can lead to unnecessary biopsies with benign results. This research aims
to develop a predictive model for discrimination of mammographic masses using KNN and BIRADS
attributes with an acceptable level of Accuracy, Precision, Recall and Fl-Score. For this, we carried out
the following phases: Data cleaning, KNN algorithm training and selection. The result obtained was a
mammographic mass discrimination model with an accuracy=85% and acceptable levels of precision,
sensitivity and Fl-score. We concluded that it is possible to use this model as an element of judgment for
the diagnosis of breast cancer; also that through the error rate it is possible to find optimal KNN models.
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